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ABSTRACT

The article highlights the problem of salmonellosis among the population of the Kharkov region, Ukraine. 
Three time series were used for calculations: a series of incidence rates for men, a series of incidence rates 
for women and a series of incidence rates for the general population, each of the series was an ordered set of 
monthly values from December 2015 to December 2018. It was revealed that the most effective tool for analyzing 
these statistical data is the use of the autoregressive moving average model (ARIMA). The following steps 
were used: identification and replacement of outliers, the use of smoothing and decomposition of the series. 
The developed model allows you to explicitly indicate the order of the model using the arima () function or 
automatically generate a set of optimal values (p, d, q) using the auto.arima () function. The validated model 
allows to calculate the predicted values of the incidence of salmonellosis for 50 days. In certain cases, models 
of exponential smoothing are able to give forecasts that are not inferior in accuracy to forecasts obtained using 
more complex models.

Key words: salmonellosis incidence, time series, prognosis, autoregressive moving average model (ARIMA), 
autocorrelation graphs, validated model, and exponential smoothing model

STRESZCZENIE

W artykule opisano problem infekcji salmonelozy w świecie, a także konieczność przewidywania chorób zakaź-
nych na przykładzie występowania salmonelozy wśród ludności obwodu Charkowskiego, Ukraina. Do obliczeń 
zostały wykorzystane trzy tymczasowe szeregi: szereg poziomu zachorowalności mężczyzn, szereg poziomu 
zachorowalności kobiet i szereg poziomu występowania w ogólnej populacji, Każdy z rzędów stanowił upo-
rządkowany zestaw miesięcznych wartości od grudnia 2015 do grudnia 2018 roku. Stwierdzono, że najbardziej 
skutecznym narzędziem do analizy tych danych statystycznych jest wykorzystanie modelu autoregresyjnej 
średniej kroczącej (ARIMA). Zostały wykorzystane takie kroki: identyfikacja i wymiana odstających, wyko-
rzystanie wygładzania i dekompozycja szeregów. Opracowany model pozwala określić kolejność modelu za 
pomocą funkcji arima() lub automatycznie wygenerować zestaw optymalnych wartości (p, d, q) za pomocą 
funkcji auto.arima(). Zatwierdzony model pozwala na obliczenie prognozy wartości częstości występowania 
salmonelozy na 50 dni. W niektórych przypadkach modele wygładzania wykładniczego są w stanie generować 
prognozy tak dokładne, jak te uzyskiwane przy użyciu bardziej złożonych modeli.

Słowa kluczowe: częstość występowania salmonelozy, szereg czasowy, prognoza, model autoregresyjnej śred-
niej kroczącej (ARIMA), grafiki autokorelacji, zatwierdzony model i model wykładniczego wygładzania
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INTRODUCTION

Salmonella is a  genus of bacteria that belongs 
to the Enterobacteriaceae family and consists of 
microorganisms that have related phenotypic and 
genotypic properties. These are gram-negative bacilli, 
which are intracellular facultative anaerobes. The main 
reservoirs and sources of salmonella are many species 
of animals and birds. Animals are infected by the 
fecal-oral mechanism of transmission, at the same time 
transovarial transmission of salmonella is possible in 
birds. A human is susceptible to this infection and can 
become infected through eating foods that have been 
contaminated with salmonella (primary or secondary), 
as well as after contact with animals (patients or 
carriers). Under favorable conditions, microorganisms 
of the genus Salmonella can live outside the living 
organism for several months, and even multiply in 
some products (1 – 3). The industrial poultry industry 
and the food industry have contributed to the growth of 
salmonellosis worldwide in recent years, as evidenced 
by the registration of outbreaks of salmonellosis in 
different countries (4, 5, 6).

In the United States for the period from 2013 to 2018, 
the average annual incidence rate of salmonellosis was 
15.4 per 100 thousand people (7).

In 2017, 19.7 cases of salmonellosis per 100 thousand 
people were recorded in the countries of the European 
Community. However, the incidence of salmonellosis 
differs in various countries of this region. During 
2013 - 2017 statistical reports from the countries of 
the European Community have not shown that the 
incidence of salmonellosis is increasing or decreasing. 
Thus, seven countries of the community reported about 
increase of cases of this disease, while four countries 
reported about decrease of salmonellosis cases over 
the period 2013 - 2017 (8).

Treatment of cases of salmonellosis is much more 
expensive, less successful and more dangerous for the 
patient than its prevention. This highlights the tasks 
of organizing measures for the identification and 
treatment of patients with salmonellosis, as well as for 
optimal spending of funds in such events (9). One of 
the most effective methods for solving such problems 
is to build a  mathematical model that describes the 
processes of infection spreading in a population, the 
development of a disease, and predicting the epidemic 
process (10). The modern development of information 
technology allows to achieve high accuracy of the 
constructed models (11). This will help in making of 
effective decisions by epidemiologists to reduce the 
incidence of disease (12).

WPROWADZENIE

Salmonella – rodzaj bakterii, który należy do 
rodziny Enterobacteriaceae i  składa się z  mikroor-
ganizmów, które mają  fenotypowe i  genotypowe 
właściwości. Są to Gram-ujemne pałeczki, które są 
wewnętrzkomórkowymi fakultatywnymi beztlenow-
cami. Głównymi źródłami Salmonelli jest wiele rodza-
jów zwierząt i ptaków. Zwierzęta zarażają się przez ka-
łowo-ustny mechanizm transmisji, u ptaków jest moż-
liwa transowarialna transmisja Salmonelli. Człowiek 
reaguje na te infekcje i może zarazić się przez jedzenie 
żywności, która została zanieczyszczna salmonela-
mi (pierwotnie lub wtórnie), a  także po kontakcie ze 
zwierzętami (chorymi lub nosicielami). W sprzyjają-
cych warunkach mikroorganizmy z rodzaju Salmonel-
la mogą żyć poza żywym organizmem kilka miesięcy, 
a w niektórych produktach nawet rozmnażać się (1-3). 
Przemysłowa branża drobiarska i  przemysł spożyw-
czy przyczyniły się do wzrostu salmonelozy na całym 
świecie w ostatnich latach, o czym świadczy rejestra-
cja wybuchu salmonelozy w różnych krajach (4-6). 

W  Stanach Zjednoczonych od 2013 do 2018 r. 
średnioroczny wskaźnik zachorowalności na salmone-
lozy wyniósł 15,4 na 100 tys. ludności (7). 

W 2017 roku w krajach Unii Europejskiej zareje-
strowano 19,7 przypadków salmonelozy na 100 tys.
ludności. Jednak poziom zachorowalności na salmone-
lozy różni się w różnych krajach tego regionu. W cią-
gu lat 2013 – 2017 sprawozdania statystyczne krajów 
Unii Europejskiej nie wykazały, że częstość występo-
wania salmonelozy ulega zwiększeniu lub zmniejsze-
niu.  Siedem krajów wspólnoty informowało o tenden-
cji do wzrostu przypadków tej choroby, podczas gdy 
cztery kraje  o tendencji do zmniejszenia salmonelozy 
za okres 2013 – 2017 (8).

Leczenie przypadków salmonelozy jest znacznie  
kosztowniejsze, jednak mniej skuteczne i  bardziej 
niebezpieczne dla pacjenta niż  profilaktyka  zakażeń.  
Z tego powodu dużą uwagę skupia się na organizacji 
działań rozpoznawania i  leczenia chorych na salmo-
nelozy, a  także na optymalizacje wydatków w  ra-
mach takich działań (9). Jedną z najskuteczniejszych 
metod rozwiązywania takich problemów jest zbudo-
wanie modelu matematycznego opisującego procesy 
rozprzestrzeniania się infekcji w  populacji, rozwoju 
choroby i  prognozowania przebiegu epidemii (10). 
Obecny rozwój technologii informatycznych pozwala 
na osiągnięcie wysokiej precyzji zbudowanych modeli 
(11). Pomoże to epidemiologom w podejmowaniu sku-
tecznych decyzji o zmniejszeniu zapadalności (12).

Prognoza epidemicznego procesu salmonelozy...Forecasting of salmonellosis epidemic...
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CEL

Celem badań jest opracowanie modelu i obliczenia 
prognozowanej zachorowalności na salmonelozy na 
Ukrainie, na podstawie danych statystycznych.

MATERIAŁY I METODY

Do budowy modelu wykorzystano dane o zachoro-
walności na salmonelozy w  obwodzie Charkowskim 
(Wschodnia Ukraina) z grudnia 2015 do grudnia 2018, 
dostarczone przez Charkowskie Wojewódzkie Labo-
ratorium Centrum Ministerstwa Zdrowia Ukrainy. 
W artykule rozważono szeregi czasowe przypadków 
dla populacji regionu Charkowa. Dzienna liczba przy-
padków została pogrupowana w miesięczną zachoro-
walność, która została uwzględniona w modelu. Każ-
dy szereg stanowi uporządkowany zbiór miesięcznych 
wartości od grudnia 2015 do grudnia 2018 roku (prób-
ka danych jest przedstawiona na Ryc. 1).

Analiza metod statystycznych (13-15), przeprowa-
dzonych w badaniu, pokazała, że najbardziej skutecz-
ne jest zastosowanie modelu autoregresyjnej średniej 
kroczącej (ARIMA) (16).

ARIMA oznacza autoregresyjną zintegrowaną 
średnią kroczącą i  zależy od trzech parametrów: (p, 
d, q). Proces dopasowania modelu ARIMA czasami 
nazywany jest metodą Boxa-Jenkins (17).

Autoregresyjny składnik (AR (p)) odnosi się do ko-
rzystania z poprzednich wartości w równaniu regresji 
dla serii Y. Autoregresyjny parametr p oznacza rząd 
autoregresji, wykorzystywanych w modelu.

OBJECTIVE

Thus, the objective of the study is to calculate the 
predicted incidence of salmonellosis in Ukraine based 
on statistical data.

MATERIAL AND METHODS

To build the model, the data on the new cases of 
salmonellosis in the Kharkiv oblast (Eastern Ukraine) 
from December 2015 to December 2018, provided by 
the Kharkiv Oblast Laboratory Center of the Ministry 
of Health of Ukraine, were used. Time series of new 
cases for the population in Kharkiv Oblast has been 
considered in this work. The daily number of new 
cases was grouped into the monthly incidence, which 
was included in the model. Each row is an ordered set 
of monthly values from December 2015 to December 
2018 (data sampling is presented in Fig. 1).

The analysis of statistical methods (13-15), 
conducted in the study, showed that the most effective 
is the use of the autoregressive moving average model 
(ARIMA) [16].

ARIMA stands for autoregressive integrated 
moving average and is determined by three order 
parameters: (p, d, q). The fitting process for the 
ARIMA model is sometimes called the Box-Jenkins 
method [17].

The autoregressive component (AR (p)) refers to 
the use of past values in the regression equation for the 
Y series. The autoregressive component p indicates 
the number of lags used in the model.

Fig. 1. The incidence of salmonellosis in the Kharkiv region from 2015 to 2018
Ryc. 1. Zachorowalność na salmonelozy w obwodzie Charkowskim od 2015 do 2018 roku

Serhii Bohdanov, Yulia Polyvianna et al.
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For example, AR (2) or, equivalently, ARIMA 
(2.0.0), is represented as

	        Yt = c + φ1 y(t-1) + φ2 y(t-2) + ... +et 	      (1)

where φ1, φ2 are the parameters for the model.

The value of d represents the degree of difference 
in the integrated (I (d)) components. Differentiation of 
a series includes a simple subtraction of its current and 
previous value d times. Differentiation is often used to 
stabilize a series when the assumption of stationarity 
is not fulfilled.

The moving average component (MA (q)) 
represents the model error as a combination of previous 
error terms, etc. The order q determines the number of 
terms for inclusion in the model by the formula:

Y = c + θ1e(t-1) + θ2e(t-2) + ... + θqe(t-q) + et

It should be noted that the model provides for 
non-seasonal series, which means that it may be 
necessary to remove the seasonality of the series 
before modeling. ARIMA models can also be 
specified through a seasonal structure. In this case, the 
model is defined by two sets of order parameters: (p, 
d, q), as described above, and parameters describing 
the seasonal component of m periods. The ARIMA 
methodology has its limitations. These models are 
directly dependent on past data and therefore work 
better on long and stable series. ARIMA approximates 
historical patterns and therefore does not aim to explain 
the structure of the underlying data mechanism.

The analysis found that the number of cases of 
salmonellosis in the summer months exceeded the 
number of cases in the winter, therefore, to increase 
the accuracy of the forecast, seasonal decomposition of 
the series was carried out by independent exponential 
smoothing with the additional parameter δ (delta).

For software implementation and visualization, 
the programming language R is used in the RStudio 
software environment.

RESULTS

In the visual sense, it can be assumed that there are 
a lot of estimated outliers in the sample that can affect 
the model, distorting statistical reports.

Following the necessary methods for removing 
outliers of time series, the following steps are 
developed: identification and replacement of outliers, 
the use of smoothing and decomposition of series.

Even after outlier removal, daily data is still quite 
volatile. Visually, it is possible to draw a line through 
the row, tracing its large troughs and peaks, smoothing 

Na przykład AR (2) jest równoważne z  zapisem 
ARIMA (2,0,0) i przedstawia się jak:

	        Yt = c + φ1 y(t-1) + φ2 y(t-2) + ... +et 	      (1)

gdzie φ1, φ2 – parametry modelu.

Wartość d przedstawia stopień różnicy w zintegro-
wanym (I (d)) składników. Różnicowanie szeregu za-
wiera proste odejmowanie jego bieżącej i poprzedniej 
wartości d-razy. Różnicowanie jest często używane do 
ustabilizowania szeregu, gdy założenie stacjonarności 
nie jest spełnione.

Składnik średniej ruchomej (MA (q)) przedstawia 
błąd modelu jako kombinację poprzednich terminów 
błędów itd. Kolejność q określa liczbę terminów, które 
mają zostać uwzględnione w modelu za pomocą wzoru:

Y = c + θ1e(t-1) + θ2e(t-2) + ... + θqe(t-q) + et

Należy zwrócić uwagę, że poniższy model prze-
widuje serie niesezonowe, co oznacza, że może być 
konieczne usunięcie sezonowości serii przed mode-
lowaniem. Modele ARIMA można również określić 
poprzez strukturę sezonową. W tym przypadku mo-
del jest określony dwoma zestawami parametrów zle-
cenia: (p, d, q), jak opisano powyżej, i  parametrami 
opisującymi poprawną składową m okresów. Meto-
dologia ARIMA ma swoje ograniczenia. Modele te są 
bezpośrednio zależne od poprzednich danych i dlate-
go lepiej działają na długich i  stabilnych odcinkach. 
ARIMA przybliża wzorce historyczne i  dlatego nie 
ma  na celu wyjaśnienia struktury podstawowego me-
chanizmu danych.

Dokonując  analizy założono, że liczba przypad-
ków salmonelozy w  miesiącach letnich przekroczyła 
liczbę przypadków w zimie, dlatego w celu zwiększe-
nia dokładności prognozy był przeprowadzony sezo-
nowy rozkład szeregu poprzez niezależne wygładza-
nie wykładnicze z dodatkowym parametrem δ (delta).

Do programowej realizacji i wizualizacji używano 
języka programowania R w środowisku RStudio.

WYNIKI

W sensie wizualnym można założyć, że w próbie 
występuje wiele oszacowanych wartości odstających, 
które mogą wpływać na model, zniekształcając rapor-
ty statystyczne.

 Postępując zgodnie z metodami usuwania wartości 
odstających szeregów czasowych opracowano nastę-
pujące kroki: identyfikacja i  wymiana wartości od-
stających, wykorzystanie wygładzania i  rozkładania 
szeregów.
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out noisy vibrations. This line can be described by one 
of the selected methods – as a moving average, with 
which points are averaged over several periods of time, 
thereby smoothing and observing the data in a more 
stable predicted series. The smoothed time series is 
shown in Figure 2.

The additive model is usually more suitable when 
the seasonal or trend components are not proportional 
to the level of the series, since we can simply 
superimpose the components on top of each other to 
restore the series. On the other hand, if the seasonality 
component changes depending on the level or trend of 
the series, simply superimposing the components will 
not be enough to restore the series. In this case, the 
multiplicative model may be more appropriate.

To use the ARIMA model, the row must be 
stationary.

A  series is called stationary when its average 
value, variance, and autocovariance are independent 
of time. This assumption has an intuitive meaning: 
since ARIMA uses the previous series logs to model 
its behavior, modeling stable series is less uncertain.

If the series is non-stationary, then such series 
can be corrected using a  transformation, such as 
differentiation. Converting a  series can help in 
removing its trend or cycles. The idea underlying 
differentiation is that if the original data series does not 

Nawet po usunięciu wartości odstających codzien-
ne, dane nadal są dość zmienne. Wizualnie jest to 
możliwe: należy narysować linię przez szereg, śle-
dząc jego doły i szczyty, wygładzając drgania. Linia 
ta może być opisana jedną z wybranych metod - jako 
średnia ruchoma, za pomocą której są uśredniane 
punkty kilku okresów czasu, tym samym zacierając 
i obserwując dane w bardziej stabilny przewidywany 
szereg. Wygładzony szereg jest przedstawiony na ry-
cinie 2.

Model addytywny jest zwykle bardziej odpowied-
ni, gdy komponenty sezonowości lub trendu nie są pro-
porcjonalne do poziomu szeregu, ponieważ możemy 
po prostu nałożyć komponenty, aby zrekonstruować 
szereg. Z  drugiej strony, jeśli składnik sezonowości 
zmienia się w zależności od poziomu lub trendu sze-
regu, zwykłe nałożenie się składników nie wystarczy 
do odtworzenia szeregu. W takim przypadku bardziej 
odpowiedni może być model multiplikatywny.

Do korzystania z modelu ARIMA, szereg musi być 
stacjonarny.

Szereg nazywamy stacjonarnym, gdy jego war-
tość średnia, wariancja i  autokowariancja nie zależą 
od czasu. Założenie to ma sens intuicyjny: ponieważ 
ARIMA używa poprzednich rzędów opóźnień do mo-
delowania swoich zachowań, modelowanie stabilnych 
rzędów jest niestacjonarnością  w mniejszym stopniu.

Jeśli szereg jest niestacjonarny, to może być skory-
gowanay za pomocą konwersji, takiej jak różnicowa-
nie. Konwersja szeregu może pomóc w usunięciu jego 
trendu lub cyklu. Idea różnicowania polega na tym, że 
jeśli oryginalny szereg danych nie ma stałych właści-

Fig. 2. A smoothed series of incidence of salmonellosis
Ryc. 2. Wygładzone szeregi zachorowalności na salmonelozy

Serhii Bohdanov, Yulia Polyvianna et al.
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have constant properties over time, then a  transition 
from one period to another can occur.

Autocorrelation graphs are a  visual tool for 
determining if a series is stationary. These graphs can 
also help you select ARIMA model parameters. Partial 
autocorrelation graphs reflect the correlation between 
a variable and its lags. 

The developed model allows you to explicitly 
indicate the order of the model using the arima() 
function or automatically generate a  set of optimal 
values (p, d, q) using the auto.arima() function. This 
function scans combinations of model parameters 
and selects a set that optimizes the model’s matching 
criteria. There are a  number of such criteria for 
comparing the quality of compliance for several 
models, in our case, the Akaike information criteria 
[18] and the Bayesian information criteria (19). These 
criteria are closely related and can be interpreted as an 
estimate of how much information will be lost if this 
model is selected.

Testing the model showed that for 150 days ahead 
the forecast is characterized by sufficient accuracy. 
However, for the timely diagnosis of the beginning 
deterioration of the epidemic situation, it is advisable 
to predict for a  shorter period. Forecasting 50 days 
ahead showed even higher accuracy and, in our 
opinion, is optimal. Therefore, in our opinion, the 
forecast for 50 days ahead is optimal. Such a forecast 
allows the redistribution of available resources and 
timely preventive measures. Also, the absence of the 
need for forecasting for more than 50 days is due to the 
fact that as a result of the forecast, preventive measures 
are taken that change the nature of the dynamics of 
the epidemic process of salmonellosis. The calculated 
forecast is shown in Figure 3.

Fig. 3. Predicted incidence of salmonellosis in the Kharkiv region
Ryc. 3. Prognoza występowania zachorowań na salmonelozy w obwodzie Charkowskim

wości w czasie, może się zdarzyć  przejście od jednego 
okresu do drugiego. 

Wykresy autokorelacji są wizualnym narzędziem 
do określenia tego, czy  szereg jest stacjonarny. Te 
grafiki mogą również pomóc wybrać parametry mo-
delu ARIMA. Częściowe autokorelacyjnee wykresy 
odzwierciedlają korelację między zmienną a jej opóź-
nieniami. 

Opracowany model pozwala określić kolejność 
modelu za pomocą funkcji arima() lub automatycznie 
wygenerować zestaw optymalnych wartości (p, d, q) 
za pomocą funkcji auto.arima(). Ta funkcja monitoru-
je kombinacje parametrów modelu i wybiera zestaw, 
który optymalizuje kryteria zgodności modelu. Ist-
nieje wiele takich kryteriów dla porównania jakości 
zgodności z kilku modeli, w naszym przypadku – in-
formacyjne kryteria Аkaike (18) i  informacyjne kry-
teria Bajsa (19). Kryteria te są ściśle związane i mogą 
być interpretowane jako ocena tego, ile informacji bę-
dzie straconych, jeśli zostanie wybrany ten model.

Testowanie modelu wykazało, że prognozy na 150 
dni naprzód  charakteryzują się wystarczającą do-
kładnością.  Jednak w  celu szybkiego rozpoznania 
początkowego pogorszenia się sytuacji epidemicznej 
zaleca się przewidywanie na krótszy okres,. więc na-
szym zdaniem prognozowanie na 50 dni naprzód jest 
optymalne. Taka prognoza pozwala  przegrupować 
dostępne zasoby i  we właściwym czasie przeprowa-
dzić profilaktyczne zabiegi. Również brak potrzeby 
prognozowania przez ponad 50 dni wynika z faktu, że 
w  wyniku prognozy podejmowane są działania pre-
wencyjne zmieniające charakter dynamiki epidemicz-
nego procesu salmonellozy. Wyznaczona prognoza 
jest pokazana na rycinie 3.

Prognoza epidemicznego procesu salmonelozy...Forecasting of salmonellosis epidemic...
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The graphs show the forecast and two intervals: 
where the predicted value will fall with a probability of 
80% (blue color), and with a probability of 95% (light 
blue color). The blue line above shows the smoothed 
predicted incidence.

The developed model allows you to enter daily 
statistics on the case of salmonellosis, therefore, it 
allows you to build an actual forecast in real time.

In certain cases, the models of exponential 
smoothing are able to give forecasts that are not 
inferior in accuracy to the forecasts obtained using 
more complex models, while once again confirming 
the fact that the most complex model is far from always 
the best. The constructed model provides for a series 
without seasonality, and also differentiates output non-
stationary data. In other words, the predictions made 
are based on the assumption that there will be no other 
seasonal fluctuations in the data, and the change in 
patients from one day to another is constant in terms 
of average value and variance.

CONCLUSIONS

Medical forecasting is an urgent task. The 
probability of the development and outcome of the 
disease, based on knowledge of the laws of epidemic 
processes and the course of the disease. Statistical 
data and their analysis make it possible to partially 
substantiate a  hypothetical result, as well as provide 
for the frequency and nature of complications for 
a short period.

In this study, we analyzed methods and models for 
processing and analyzing statistical information of the 
epidemic process of the incidence of salmonellosis 
in the Kharkiv region. As the main methods for 
classifying and predicting data, various methods for 
predicting statistical analysis were considered. In 
particular, it was proposed to use ARIMA models 
and finite-difference differentiation, since they are 
the best suited for solving classification problems 
with linearly-divided classes. These methods make 
it possible to calculate the predicted values of the 
condition of patients according to the statistical results 
of clinical trials, if the dependent variable is measured 
in a categorical scale.

The model allows with daily case reporting to 
automatically build a short-term prognosis, predicting 
incidence for 50 days ahead and further, which makes 
it possible to rationally use the available financial, 
material and labor resources, timely conduct adequate 
preventive measures, which will help reduce the 
incidence of salmonellosis.

The study was funded by the Ministry of Health of 
Ukraine for the state budget in the framework of the 
research work on the theme “To develop a scientifically 

Na wykresach przedstawiono prognozę i dwa prze-
działy: gdzie przewidywana wartość trafi z  prawdo-
podobieństwem 80% (kolor niebieski) i  z prawdopo-
dobieństwem 95% (jasno-niebieski kolor). Niebieska 
linia powyżej pokazuje wygładzoną prognostyczną 
częstość występowania.

Opracowany model pozwala na wprowadzanie co-
dziennych statystyk dotyczących przypadku salmone-
lozy, a zatem pozwala budować rzeczywistą prognozę 
w czasie rzeczywistym.

Modele wygładzania wykładniczego w niektórych 
przypadkach są w  stanie dawać prognozy, które nie 
ustępują dokładności prognozom uzyskanym podczas 
korzystania z bardziej zaawansowanych modeli, a tym 
po raz kolejny potwierdza fakt, że najtrudniejszy mo-
del nie zawsze jest najlepszy. Zbudowany model jest 
prosty w  wykonaniu i  umożliwia uzyskanie dokład-
nego wyniku.

WNIOSKI

Prognozowanie medyczne jest pilnym zadaniem. 
Prawdopodobieństwo rozwoju i wyniku choroby opie-
ra się na znajomości praw procesów epidemicznych 
i  przebiegu choroby. Dane statystyczne i  ich analiza 
pozwalają częściowo uzasadnić hipotetyczny wynik, 
a  także określić częstotliwość i  charakter powikłań 
w krótkim okresie.

W tym badaniu przeanalizowaliśmy metody i mo-
dele przetwarzania i analizy informacji statystycznych 
na temat epidemicznego procesu występowania sal-
monelozy w regionie Charkowa. Jako główne metody 
klasyfikacji i  prognozowania danych uwzględniono 
różne metody prognozowania analizy statystycznej. 
W szczególności zaproponowano użycie modeli ARI-
MA i  różnicowania różnic skończonych, ponieważ 
najlepiej nadają się one do rozwiązywania problemów 
klasyfikacyjnych z  klasami rozdzielonymi liniowo. 
Metody te pozwalają obliczyć przewidywane wartości 
stanu pacjenta zgodnie ze statystycznymi wynikami 
badań klinicznych, jeśli zmienna zależna jest mierzo-
na w skali kategorialnej.

Model umożliwia przy codziennej rejestracji przy-
padków automatycznie budować krótkoterminowe 
prognozy, przewidując występowanie  zachorowalno-
ści na 50 okresów w przyszłości i dalej, co umożliwia 
racjonalne wykorzystanie dostępnych zasobów finan-
sowych, materiałowych i  siły roboczej, terminowo 
przeprowadzać odpowiedni środki zapobiegawcze, 
które pomogą zmniejszyć częstość występowania sal-
monelozy.

Badanie zostało sfinansowane przez Ministerstwo 
Zdrowia Ukrainy w budżecie państwa w ramach prac 
badawczych na temat „Opracować naukowo oparty 
system nadzoru epidemiologiczno-epizootycznego 
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substantiated system of epidemiological and epizootic 
surveillance of infections that are shared between 
animals and people on the example of salmonellosis in 
the context of the strategy of “One Health””
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